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La décomposition spectrale
Théorème spectral
Une matrice symétrique S P Rnˆn est diagonalisable en base
orthonormée, i.e., il existe λ1 ě . . . ě λn et une matrice
orthogonale U P Rnˆn telle que :

S “ U diagpλ1, . . . , λnqU
J ou SU “ U diagpλ1, . . . , λnq

Rem: Si l’on écrit U “ ru1, . . . ,uns cela signifie que :

S “
n
ÿ

i“1
λiuiuJi , avec @i P J1, nK, Sui “ λiui

Rappel : une matrice U P Rnˆn est dite orthogonale si elle vérifie
UJU “ UUJ “ Idn ou @pi, jq P J1, nK2uJi uj “ xui,ujy “ δi,j

Vocabulaire : les λi sont les valeurs propres de S et les ui P Rn

sont les vecteurs propres associés
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La décomposition en valeurs singulières
( : Singular Value Decomposition, SVD)

Théorème
Pour toute matrice X P Rnˆp, il existe une matrice orthogonale
U P Rnˆn et une matrice orthogonale V P Rpˆp, telles que

UJXV “ diagps1, . . . , sminpn,pqq “ Σ P Rnˆp

avec s1 ě s2 ě . . . ě sminpn,pq ě 0, ou encore :

X “ UΣV J

avec U “ ru1, . . . ,uns et V “ rv1, . . . ,vps

Rappel :
#

xui,ujy “ δi,j , @pi, jq P J1, nK2

xvi,vjy “ δi,j , @pi, jq P J1, pK2

Démonstration : diagonaliser XJX Golub et Van Loan (1996)
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SVD : visualisation
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SVD : visualisation
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SVD la suite

Vocabulaire : les sj sont les valeurs singulières de X ; les uj

(resp. vj) sont les vecteurs singuliers à gauche (resp. droite)

Propriété variationnelle de la plus grande valeur singulière

s1 “

$

&

%

max
uPRn,vPRp

uJXv

s.c.}u}2 “ 1 et }v}2 “ 1

Lagrangien : Lpu,vq “ uJXv´ λ1p}u}2 ´ 1q ´ λ2p}v}2 ´ 1q

CNO :
#

∇uL“Xv´ 2λ1u“0
∇vL“XJu´ 2λ2v“0

ðñ

#

Xv “ 2λ1u
XJu “ 2λ2v

ñ

#

XJXv “ αv
XXJu “ αu

avec α “ 4λ1λ2, et donc v et u sont des vecteurs propres de XJX
et de XXJ
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SVD réduite
On part de la SVD X “ UΣV J

SVD réduite
On ne garde que les éléments utiles avec r “ minpn, pq :

X “

r
ÿ

i“1
siuivJi “ Ur diagps1, . . . , srqV

J
r

avec si ą 0,@i P J1, rK et Ur “ ru1, . . . ,urs, Vr “ rv1, . . . ,vrs

Rem: Quand on en garde que les r “ rangpXq valeurs singulières
non-nulles, on parle alors de SVD compacte.

Rem: les matrices uivJi sont toutes de rang 1

Rem: les ui (resp. les vJi ) sont orthonormés et engendrent le même
espace que celui engendré par les colonnes (resp. les lignes) de X

vectpx1, . . . ,xpq “ vectpu1, . . . ,urq
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SVD et meilleure approximation

Théorème (meilleure approximation de rang k)

Soit X “

r
ÿ

i“1
siuivJi la SVD compacte de X P Rnˆp.

On note Xk “

k
ÿ

i“1
siuivJi , pour tout k P J1, rK. Ainsi,

min
ZPRnˆp : rangpZq“k

~X ´ Z~2 “ ~X ´Xk~2 “ sk`1

Rem: la norme spectrale de X est définie par

~X~2 “ sup
uPRp,}u}“1

}Xu} “ s1pXq

Rem: crucial pour l’analyse en composante principale (ACP)
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Pseudo-inverse
Définition
Si X P Rnˆp admet pour SVD X “

řr
i“1 siuivJi avec

r “ rangpXq, alors sa pseudo-inverse X` P Rpˆn est définie par :

X` “
r
ÿ

i“1

1
si

viuJi

Rem: si X “

n
ÿ

i“1
siuivJi P Rnˆn est inversible alors X` “ X´1

Démonstration : XX` “
n
ÿ

j“1
sjujvJj

n
ÿ

i“1

1
si

viuJi

“

n
ÿ

j“1

n
ÿ

i“1
sj

1
si

ujvJj viuJi

“

n
ÿ

j“1

n
ÿ

i“1
sj

1
si
δi,jujuJi “

n
ÿ

i“1
uiuJi “ Idn
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SVD et numérique
Les fonctions SVD et pseudo-inverse sont disponibles dans les
librairies numériques classiques, par exemple Numpy

§ SVD : U, s, V = np.linalg.svd(X)

Attention dans ce cas : X = U.dot(np.diag(s).dot(V))
On accède aux variantes compactes ou non par l’option
cf. full_matrices=True/False

§ Pseudo-inverse : Xinv = np.linalg.pinv(X)

Exo: Évaluer numériquement le théorème de meilleure
approximation de rang fixé. Pour cela calculer l’erreur
d’approximation obtenue pour une matrice tirée aléatoirement
selon une loi gaussienne (e.g., de taille 9ˆ 6, pour k “ 3)
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Retour sur les moindres carrés
Partons de la SVD de X, X “

r
ÿ

i“1
siuivJi

}Xθ ´ y}2 “

›

›

›

›

›

r
ÿ

i“1
siuivJi θ ´

n
ÿ

i“1
uiuJi y

›

›

›

›

›

2

}Xθ ´ y}2 “

›

›

›

›

›

r
ÿ

i“1
uipsivJi θ ´ uJi yq ´

n
ÿ

i“r`1
uiuJi y

›

›

›

›

›

2

}Xθ ´ y}2 “

›

›

›

›

›

r
ÿ

i“1
uipsivJi θ ´ uJi yq

›

›

›

›

›

2

`

›

›

›

›

›

n
ÿ

i“r`1
uiuJi y

›

›

›

›

›

2

}Xθ ´ y}2 “
r
ÿ

i“1

`

sivJi θ ´ uJi y
˘2
`

n
ÿ

i“r`1
puJi yq2

Rem: choisir θ “
r
ÿ

i“1

yJui

si
vi annule le 1er terme du 2d membre
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Retour sur les moindres carrés (suite)

}Xθ ´ y}2 “
r
ÿ

i“1
psivJi θ ´ uJi yq2 `

n
ÿ

i“r`1
puJi yq2 ě

n
ÿ

i“r`1
puJi yq2

avec égalité si θ “
r
ÿ

i“1

yJui

si
vi, or X` “

r
ÿ

i“1

1
si

viuJi !

Ainsi UNE solution des moindres carrés peut s’écrire :

θ̂ “ X`y P arg min
θPRp

1
2}Xθ ´ y}2

Rem: l’ensemble de toutes les solutions est :
#

X`y`
p
ÿ

i“r`1
αivi, pαr`1, . . . , αpq P Rp´r

+

Rem: X`y est la solution de norme } ¨ } minimale
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Le biais dans le cas général
Sous l’hypothèse de bruit “blanc” (i.e., Epεq “ 0) :

Epθ̂q “EpX`yq “ EpX`Xθ‹ `X`εq “ X`Xθ‹

“

r
ÿ

i“1

1
si

viuJi
r
ÿ

j“1
sjujvJj θ‹

“

r
ÿ

j“1
vjvJj θ‹ “ Πlθ

‹

§ Πl : projecteur sur l’espace des lignes de X

Πl “

r
ÿ

i“1
vivJi “ X`X

§ Πc : projecteur sur l’espace des colonnes de X

Πc “

r
ÿ

i“1
uiuJi “ XX`

Rem: si r “ rangpXq “ n on retrouve que les MCO sont sans biais
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Variance dans le cas général

Matrice de variance/covariance des moindres carrés
Sous l’hypothèse de modèle homoscédastique et que X est de plein
rang :

Covpθ̂q “ σ2X`pX`qJ

Démonstration : notons V “ Covpθ̂q

V “E
”

pθ̂ ´ Eθ̂qpθ̂ ´ Eθ̂qJ
ı

“ E
”

pθ̂ ´X`Xθ‹qpθ̂ ´X`Xθ‹qJ
ı

“E
“

pX`εqpX`εqJ
‰

“E
“

X`εεJpX`qJ
‰

“σ2X`pX`qJ “
r
ÿ

i“1

σ2

s2
i

vivJi

Rem: si rangpXq “ n on retrouve Covpθ̂q “ σ2pXJXq´1
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Risque de prédiction

Hypothèse de modèle homoscédastique : EpεεJq “ σ2 Idn

Risque (quadratique) de prédiction E}Xθ‹ ´Xθ̂}2

Sous l’hypothèse de modèle homoscédastique :
Rpredpθ

‹, θ̂q “ E
”

pθ̂ ´ θ‹qJpXJXqpθ̂ ´ θ‹q
ı

“ σ2 rangpXq

Preuve (début identique) :
Rpredpθ

‹, θ̂q “E
“

pX`εqJpXJXqpX`εq
‰

` θ‹pΠl ´ Idpq
JpXJXqpΠl ´ Idpqθ

‹

“E
“

pX`εqJpXJXqpX`εq
‰

“ trrEpεJΠJc Πcεqs

“ErtrpεJΠJc Πcεqs “ ErtrpΠcεε
JΠJc qs

“ trrEpΠcεε
JΠJc qs “ tr ΠcEpεεJqΠJc

“σ2 trpΠcq “ σ2 rangpΠcq “ σ2r “ σ2 rangpXq
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Quelques mots de stabilité numérique

Prenons θ̂ “ X`y comme solution des moindres carrés.

Supposons qu’on observe maintenant non plus y mais y`∆ où ∆
est une erreur très petite : }∆} ! }y}.

Alors l’estimateur des moindres carrés pour y`∆ par X donne

θ̂
∆
“ X`py`∆q

θ̂
∆
“ θ̂ `X`∆

θ̂
∆
“ θ̂ `

r
ÿ

i“1

1
si

viuJi ∆

Rem: Noter l’influence des “petites” valeurs singulières.
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Exemple de problème de conditionnement
X P R10ˆ6 dont les valeurs singulières sont ci-dessous :

10−9 10−8 10−7 10−6 10−5 10−4 10−3 10−2 10−1

‖∆‖2

101

102

103

104

105

106

107

108

‖θ̂
∆
−
θ̂‖

2

s1 = 3.3e + 00, s2 = 2.0e + 00, s3 = 8.2e− 02, s4 = 7.2e− 04, s5 = 6.6e− 07, s6 = 5.4e− 11

Amplification des erreurs
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Prochains cours :

Remèdes possibles contre les mauvais “conditionnements”
§ Régulariser le spectre / les valeurs singulières
§ Contraindre les coefficients de θ̂ à n’être pas trop grands

Une solution rendant ces deux points de vue équivalents : Ridge
Regression / Régularisation de Tychonoff
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